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Data representations in generative modeling 

 

This thesis presents a series of publications contributing to an in-depth understanding and development of 

generative models. We specifically focus on two recent approaches: generative autoencoders and diffusion-

based generative models. We analyse how these methods build internal data representations and how they 

change when a model is retrained with additional data. We also propose several novel methods for 

generative modelling and their extensions to a continual learning setup. 

 

In the first part of our work, we provide an overview of different generative autoencoders. We then 

introduce a novel model which allows for flexible encoding of examples into data representations,  

leveraging an additional neural network for sampling new data points. 

 

In the second part, we move on to the recently proposed diffusion-based generative models. We begin by 

presenting an in-depth analysis of how the intermediate representations of images change with diffusion 

timesteps. Next, we introduce a novel joint model that demonstrates how the data representations generated 

by a diffusion model can be utilised to enhance performance in downstream tasks. 

 

Finally, we extend our analysis to a continual learning scenario. Here, we show that generative approaches 

can be used as a universal method for continuous knowledge accumulation within models. To that end, we 

introduce two methods for continual generative modelling. In the first one, we propose a binary autoencoder 

that efficiently stores past experiences, while the second one is a method for the continuous alignment of 

data representations in the Variational Autoencoder's latent space. 

 

Overall, our work contributes to the development of generative models through an in-depth analysis of their 

internal representations and novel ways of their application to real-life problems and continual-learning 

scenario. 

 

Keywords: Generative Models, Continual Learning, Variational Autoencoder, Diffusion Models  



Reprezentacje danych w modelowaniu generatywnym 
 

W niniejszej pracy przedstawiamy serię publikacji poświęconą analizom i oryginalnym metodom 

modelowania generatywnego. W szczególności skupiamy się na sposobie budowania reprezentacji danych 

za pomocą powyższych metod. Badamy też jak wewnętrzne reprezentacje zmieniają się przy 

dotrenowywaniu modelu w oparciu o dodatkowe dane. W ramach przedstawionych prac proponujemy kilka 

nowych modeli generatywnych, wraz z ich rozszerzeniem do problemu uczenia ciągłego. 

 
W pierwszej części pracy, dokonujemy przeglądu różnych autoenkoderów generatywnych. Następnie 

przedstawiamy nasz nowy model, który umożliwia elastyczne kodowanie przykładów do wewnętrznych 

reprezentacji, wykorzystując dodatkową sieć neuronową do próbkowania nowych obserwacji. 
W drugiej części, przechodzimy do zaproponowanych niedawno modeli generatywnych działających na 

zasadzie procesu dyfuzji. W pierwszej kolejności przedstawiamy analizy tego jak tymczasowe 

reprezentacje danych zmieniają się wraz z krokami dyfuzji. Następnie wprowadzamy nowy model łączny, 

za pomocą którego pokazujemy jak reprezentacje danych tworzone w procesie dyfuzji mogą być 

wykorzystane do poprawy wydajności w różnych zadaniach. 

 

Następnie, rozszerzamy naszą analizę na problem uczenia ciągłego. W zagadnieniu tym pokazujemy że 

modele generatywne mogą być używane jako uniwersalna metoda do gromadzenia wiedzy napływającej w 

porcjach. W szczególności, przedstawiamy nasze dwie autorskie metody. W pierwszej wprowadzamy 

binarny autoenkoder, który wykorzystujemy do efektywnego przechowywania przeszłych doświadczeń. 

Natomiast w drugiej pracy, pokazujemy jak wykorzystać wariacyjny autoenkoder do ciągłej konsolidacji 

wiedzy poprzez uspójnianie ukrytych reprezentacji danych. 

 

Podsumowując, w niniejszej pracy prezentujemy dogłębną analizę wewnętrznych reprezentacji modeli 

generatywnych oraz ich nowatorskie zastosowania w realnych aplikacjach, włączając w to problem uczenia 

ciągłego. 

 

 
Sowa kluczowe: Modele Generatywne, Uczenia Ciągłe, Autoenkodery Wariacyjne, Modele Dyfuzyjne 
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1 Analiza strony merytorycznej rozprawy
Rozprawę doktorską stanowi zbiór łącznie pięciu: czterech opublikowanych oraz jednego oczekujące-
go na druk (zaakceptowanego), powiązanych tematycznie artykułów naukowych.1

1.1 Obszar problemowy
Praca doktorska skupia się na zadaniu uczenia reprezentacji danych w przestrzeniach posiadających
strukturę użyteczną do wykorzystania w zadaniach docelowych (np. klasyfikacja, predykcja) z wy-
korzystaniem modeli generatywnych. Swą podstawę rozważań na ten temat wywodzi z możliwości
stojących za architekturami głębokich sieci neuronowych takich jak klasyczny autokoder, wariacyj-
ny autokoder, generatywnymi sieciami współzawodniczącymi (ang. Generative Adversarial Networks
(GANs)) oraz dyfuzyjnymi modelami generatywnymi (ang. Diffusion-based Deep Generative Models
(DDGMs)).

W rozprawie skupiono się na badaniu wewnętrznych mechanizmów różnych modeli generatyw-
nych, starając się odpowiedzieć na trzy zasadnicze pytania badawcze. Pierwsze z nich dotyczy sposo-
bu kodowania przykładów danych w reprezentacjach przydatnych dla modelowania generatywnego,
drugie dotyczy możliwości wykorzystania reprezentacji danych nauczonej w sposób nienadzorowany
przez modele generatywne poza zadaniem modelowania generatywnego, a ostatnie dotyczy wpływu
retrenowania (dotrenowywania) modeli z wykorzystaniem dodatkowych danych na zmiany reprezen-
tacji oraz możliwości łączenia wiedzy wprowadzanej do modelu generatywnego w oddzielnych zada-
niach poprzez dopasowywanie reprezentacji (ang. alignment). W ogólności, przez dokładne zbadanie
tych trzech pytań badawczych, rozprawa dąży do głębszego zrozumienia mechanizmów działania mo-
deli generatywnych, ich ograniczeń oraz możliwości ich zastosowania w różnorodnych dziedzinach.
Niewielką wadą tych pytań badawczych jest ich szeroki zakres i duże spektrum możliwości, co do
rodzaju badań, które można na ich podstawie przeprowadzić. Chociaż każde z pytań jest niewątpliwie
interesujące, nie dają one jednozacznego obrazu problemu, który planuje się rozwiązać. Na przykład,

1jedna z publikacji jest w druku w ramach konferencji ECML 2023, która odbywa się w terminie 18-22.09.2023
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trudno jest określić, jakie kryteria powinna spełniać ”użyteczna reprezentacja” (np. takie jak inwarian-
cje czy ekwiwariancje) lub co dokładnie oznacza ”użyteczność” w kontekście innych zadań niż gene-
ratywne. Mimo to, zastosowane podejście do sformułowania pytań badawczych w pracy jest zgodne z
obecnym trendem, zwłaszcza gdy badania mają charakter empiryczny, a rezultaty powstają w ramach
materialnych artefaktów naukowego procesu twórczego.

Pierwszy rozdział pracy stanowi kompleksowe wprowadzenie do głównych pytań i obszarów ba-
dawczych rozprawy, ukazując je w kontekście istniejących metod i potencjalnych zastosowań w ucze-
niu maszynowym i sztucznej inteligencji. Obejmuje on również omówienie pięciu opublikowanych
wyników naukowych i wskazuje na dodatkowe publikacje, które nie zostały włączone do treści roz-
prawy.

Rozdział drugi wprowadza podstawowe koncepcje związane z poruszaną tematyką i przedstawia
trzy różne rodzaje modeli generatywnych: (1) generatywne autokodery, jako szczególny przypadek
autokoderów, posiadających pewne ograniczenia w kontekście modelowania generatywnego, i ich roz-
szerzenia do wariacyjnych autokoderów, (2) generatywne sieci współzawodniczące (GAN) z omówie-
niem ich zalet i wad, w tym braku zdolności uczenia reprezentacji dla konkretnych danych wejścio-
wych, oraz (3) dyfuzyjne modele generatywne (DDGMs), które są postrzegane jako bardzo głębokie
wariacyjne autoenkodery z określonym rodzajem posteriorów wariacyjnych. W rozdziale zawarte są
wybrane detale techniczne związane z treningiem i modelowaniem tych sieci, a rozdział dostarcza
analizę podstawowych podejść do generatywnego modelowania danych.

Rodział trzeci przedstawia pogłębioną analizę podejść związanych już z konkretnymi propozycja-
mi przedstawionych w doktoracie rezultatów badawczych, w tym omówiono wybrane metody, które
koncentrują się na reprezentacjach ukrytych z generatywnych autoenkoderów, generatywnych modeli
dyfuzyjnych i ich zastosowań do różnych zadań, w tym zadań fizyki wielkich energii. Omówiono różne
rozszerzenia i modyfikacje modeli generatywnych opartych na dyfuzji (DDGMs), które zapropono-
wane zostały w literaturze, w tym dla wielu modalności danych rozważanych łącznie. Podkreślono, że
generatywne modele odgrywają kluczową rolę w bardzo różnych dziedzinach, od syntezy mowy po
analizy biomedyczne. Ogólnie rzecz biorąc, rozdział zawiera dogłębną analizę i różnorodne zastoso-
wania modeli generatywnych w różnych dziedzinach nauki.

Kolejne trzy rozdziały zawierają teksty opublikowanych, bądź zaakceptowanych do publikacji prac,
które stanowią pierwszą część zbioru publikacji, t.j.,

rozdział czwarty - Deja, K., Dubiński, J., Nowak, P., Wenzel, S., Spurek, P., & Trzcinski, T. (2020).
End-to-end sinkhorn autoencoder with noise generator. IEEE Access, 9, 7211-
7219.

rozdział piąty - Deja, K., Kuzina, A., Trzcinski, T., & Tomczak, J. (2022). On analyzing generative
and denoising capabilities of diffusion-based deep generative models. Advances
in Neural Information Processing Systems, 35, 26218-26229.

rozdział szósty - Deja, K., Trzcinski, T.,& Tomczak, J. M. (2023). Learning Data Representations
with Joint Diffusion Models. zaakceptowany na European Conference on Machine
Learning.

Kolejny rozdział, siódmy, wprowadza nową perspektywę na rozważane dotąd problemy – ucze-
nie reprezentacji w dynamicznych warunkach napływu danych (niestacjonarnośći danych). W przeci-
wieństwie do tradycyjnych modeli generatywnych, które są trenowane tylko raz na dostępnych danych,
istnieje bowiem potrzeba ich dostosowywania się do nowych danych bez utraty wcześniej nabytej wie-
dzy. Poruszone jest zjawisko znane jako ”katastrofalne zapominanie”, gdzie model traci zdolność do
wydajnego działania na starych danych, gdy jest przeuczony na nowych. W rozdziale omawia się tak-
sonomię składającą się z (1) metod uczenia ciągłego (continual learning) wyodrębniając podejścia
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bazujące na regularyzacji, sprowadzających się do penalizowania nauki i spowalniania procesu nad-
pisywania wcześniej nauczonej wiedzy, (2) metody bazujących na dynamicznych architekturach two-
rzących różne wersje modelu (głównie przyrostowe) dla różnych zadań, aby poprawić jego wydajność
w scenariuszu wielozadaniowym oraz (3) metody bazujące na powtarzaniu zakładające, że zapomi-
nanie można pokonać jedynie przez stałe powtarzanie wcześniejszych przykładów danych. Rozdział
prezentuje również w skrócie obecny stan wiedzy na temat metod uczenia ciągłego w modelowaniu
generatywnym koncentrując się na zachowaniu zdolności do generowania z tej części rozkładu, która
została wyestymowana ze starszych danych w strumieniu i wymieniając wszystkie główne prace sto-
sujące różnorodne techniki, od regularyzacji wag po dynamiczne architektury i buforowanie danych.

Kolejne dwa rozdziały zawierają teksty opublikowanych prac, które stanowią drugą część zbioru
publikacji, t.j.,

rozdział ósmy - Deja, K., Wawrzyński, P., Marczak, D., Masarczyk, W., & Trzciński, T. (2021).
Binplay: A binary latent autoencoder for generative replay continual learning. In
2021 International Joint Conference on Neural Networks (IJCNN) (pp. 1-8). IEEE.

rozdział dziewiąty - Deja, K., Wawrzyński, P., Masarczyk, W., Marczak, D., & Trzciński, T. (2022).
Multiband VAE: Latent Space Alignment for Knowledge Consolidation in Conti-
nual Learning. In Proceedings of the Thirty-First International Joint Conference
on Artificial Intelligence (IJCAI-22), (pp. 2902-2908).

Rozdział dziesiąty zawiera zwięzłe podsumowanie oraz dyskusję na temat przyszłości badań nad
modelami generatywnymi i wpływu, jaki mogą one mieć na inne badania w dziedzinie uczenia ma-
szynowego. Doktorant formułuje cztery bardzo interesujące pytania badawcze skupiające się na takich
aspektach jak: czy model generatywny może pomóc w uczeniu reprezentacji w sposób użyteczny dla
innych zadań uczenia ciągłego, czy reprezentacje danych wygenerowane przez generatywne modele
dyfuzyjne mogą być korzystne w scenariuszach uczenia ciągłego, jakie zastosowanie mogą mieć re-
prezentacje uzyskane z generatywnych modeli dyfuzyjnych oraz w jaki sposób zaadoptować procesy
dyfuzyjne by było możliwe uczenie reprezentacji na zasadzie autokodera. Rozdział zawiera interesu-
jące propozycje dalszych badań umożliwiającyh poszukiwanie odpowiedzi na te pytania.

1.2 Ocena wyników oraz stopnia ich oryginalności
Oryginalne osiągnięcia badawcze przedstawione w doktoracie dotyczą zarówno opracowania nowych
metod generatywnych umożliwiających otrzymywanie reprezentacji danych, jak i ich zastosowaniu w
scenariuszu uczenia ciągłego.

Rozwiązania zaproponowane w pracy opierają się na innowacyjnych koncepcjach lub istotnych
modyfikacjach w odniesieniu do metod znanych z literatury naukowej. Warto podkreślić dążenie do
tworzenia rozwiązań, które charakteryzują się zarówno wysoką jakością, jak i efektywnością. W pracy
można znaleźć wiele propozycji nowych rozwiązań, usprawnień, dodatków technicznych i implemen-
tacyjnych, które są wynikiem zgłębionej analizy i konsekwentej derywacji naukowej. Wśród uzyska-
nych rezultatów należy wymienić:

• wprowadzenie nowej architektury autokodera generatywnego nazwanego End-to-End Sinkhorn
Autoencoder, w której proces kodowania próbek danych do ukrytych reprezentacji został od-
dzielony od procesu próbkowania nowych instancji, dodatkowa sieć neuronowa mapuje ustalony
rozkład Gaussa na swobodnie kodowaną ukrytą reprezentację autokodera, a jako element regu-
laryzacyjny użyta została aproksymacja Sinkhorna odległości Wassersteina, która wyrównuje
zakodowane przykłady danych ze zmapowanym szumem,
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• zaproponowanie hybrydowego, dwuczęściowego generatywnego modelu dyfuzyjnego, składa-
jącego się z odszumiacza i generatora, gdzie generuje się nowe cechy danych podobne do ob-
serwowanych w danych treningowych (generator) i usuwa pozostały szum w sposób niezależny
od danych (denoiser - deterministyczny autokoder),

• propozycję łącznego modelu dyfuzyjnego, w którym reprezentacje użyte są jako dane wejściowe
dla klasyfikatora, a cały model jest optymalizowany łącznie na addytywnej funkcji kosztu (rów-
nanie 6.8) przy jednej parametryzacji do modelowania zarówno prawdopodobieństwa przykładu
p(x), jak i prawdopodobieństwa brzegowego p(y|x),

• wprowadzenie binarnego autokodera jako metody efektywnego uczenia reprezentacji (BinPlay),inspirowanego
mechanizmem kompresji danych, w ramach uczenia ciągłego, gdzie modele generatywne służą
jako źródło przykładów powtórzeniowych dla ciągle trenowanego klasyfikatora,

• wprowadzenie metody do ciągłego dopasowania wiedzy reprezentowanej w przestrzeni ukrytej
autokodera wariacyjnego, gdzie aktualizacja ciągle trenowanego VAE jest podzielona na dwie
części: (1) użycie nowego modelu do nauki osadzania nowych danych i (2) dopasowania (ang.
alignment) wcześniejszych i nowych danych za pomocą dodatkowego projektora MLP działają-
cego w ukrytej przestrzeni VAE.

Rezultaty te zostały opublikowane na bardzo dobrych koferencjach o renomie międzynarodowej
(NeurIPS, IJCNN, IJCAI, ECML2) oraz w przyzwoitym czasopismie IEEE Access. Należy zaznaczyć,
że publikacje wchodzące w skład rozprawy zostały napisane przez wielu autorów (kolejne publikacje
miały 6, 4, 3, 5, 5 autorów). W tekście doktoratu została zawarta informacja na temat roli i udziału
doktoranta w procesie powstania tych rezultatów, ale w żadnym z oryginalnych manuskryptów publi-
kacji nie odnalazłem tych informacji. Doktorant, będący pierwszym autorem wszystkich prac, miał
znaczący udział w planowaniu, konceptualizacji, implementacji, testowaniu i ocenie metod. Praca ta
była realizowana na wartościowych stażach i we współpracy z bardzo dobrymi naukowcami. Całość
potwierdza, że rola doktoranta jest wyraźna i stanowi główną siłę napędową powstania prac.

1.3 Zagadnienia dyskusyjne
Zawarte poniżej uwagi nie mają na celu krytykowania prezentowanej rozprawy, a stanowią zaproszenie
do dyskusji i dalszej refleksji nad przedstawionymi w pracy zagadnieniami.

• Pytania badawcze. W rozdziale pierwszym pracy zostały zaprezentowane trzy pytania badaw-
cze, na które odpowiedzi poszukuje przestawiony doktorat. Pojawiają się w nich określenia nie-
precyzyjnie stawiające oczekiwania wobec metod uczenia reprezentacji. Proszę by Doktorant
przeanalizował i odniósł się do tego, jakie kryteria powinna spełniać ”użyteczna reprezenta-
cja”. Przykład dyskusji na ten temat jest zawarty w Bronstein, M. M., Bruna, J., Cohen, T., &
Veličković, P. (2021). Geometric deep learning: Grids, groups, graphs, geodesics, and gauges.
arXiv preprint arXiv:2104.13478.

• Dopasowanie (ang. alignment) za pomocą MLP. W publikacji o Multiband VAE zaproponowa-
na jest sieć tłumacząca, która uczy się wspólnego dopasowania oddzielnych przestrzeni ukrytych
w zależności od identyfikatora zadania i od pojedynczej zmiennej ukrytej Z, w której wszyst-
kie przykłady są reprezentowane niezależnie od swojego źródłowego zadania. Czy w związku
z tym mechanizm translatora dokonuje projekcji jedynie przekształcającej przestrzeń czy ra-
czej wyucza się dopasowania (przekształcenia) przestrzeni osadzeń jednego zadania względem
drugiego? Jaka jest motywacja uczenia przekształcenia złożenia warstw liniowych z leaky relu?

2w druku
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2 Analiza strony formalnej rozprawy

2.1 Ocena układu pracy i redakcji manuskryptu
Rozprawa doktorska napisana jest w języku angielskim i pod względem edytorskim jest opracowa-
na starannie. Zawiera podziękowania, streszczenie w językach angielskim i polskim, spis treści, dwa
rozdziały wprowadzające do pierwszej części zagadnień, jeden rozdział z przeglądem literatury, ko-
lejne trzy rozdziały będące przedrukami artykułów, rozdział wprowadzający do tematyki drugiej czę-
ści zagadnień, kolejne dwa rozdziały będące przedrukami artykułów oraz rozdział podsumowujący
i prezentujący możliwe dalsze badania. Bibliografia zawiera 255 wymienionych i uporządkowanych
alfabetycznie, wolnych od błędów pozycji bibliograficznych. Większość prac w bibliografii została
opublikowana w ciągu ostatnich kilku lat, co świadczy o aktualności tematyki rozprawy na arenie
międzynarodowej.

Układ rozprawy jest właściwy, aczkolwiek dostrzeżone niewielkie niedociągnięcia w rozprawie
odnoszą się do organizacji rozdziałów pracy, w której rozdziały merytoryczne są przemieszane z
wprowadzającymi tło (rozdział siódmy), a rozdział drugi i trzeci stanowią niepotrzebnie rozdzielo-
ną zawartość, o czym mogą nawet świadczyć w zasadzie identyczne nazwy ich podrozdziałów. Są to
jednakże nieistotne szczegóły, w znikomym stopniu wpływające na nawigację w pracy.

Użyta w pracy terminologia jest właściwa dla analizowanego obszaru badań, obejmującego ucze-
nie maszynowe, modele generatywne, modele głębokie. Praca posiada 181 numerowanych stron.

2.2 Uwagi szczegółowe
Większość treści rozprawy jest poprawna pod względem językowym, stylistycznym i merytorycznym.
W trakcie czytania zauważyłem jednak kilka drobnych błędów redakcyjnych i fragmentów, które w
toku dodatkowej weryfikacji możnaby poprawić. Wiele razy pominięte zostały przecinki, w innych ich
brakuje. Inne pomniejsze błędy:

• p.14 In this work, we focus on those inner-workings of different generative→ In this work, we
focus on the inner-workings of different generative

• p.14 continual-learning→ continual learning

• p.16 noise→ a noise

• p.22 forgetting of past data→ forgetting past data

3 Konkluzja
Przedstawiona praca doktorska, autorstwa mgr. inż. Kamila Deji, nie tylko spełnia, ale wręcz przewyż-
sza kryteria określone przez Ustawę z dnia 20 lipca 2018 r. - Prawo o szkolnictwie wyższym i nauce
(Dz. U. 2018 poz. 1668). Praca doktorska ukazuje głęboką znajomość dziedziny generatywnych tech-
nik uczenia maszynowego i pozwala wywnioskować o wysokich umiejętnościach samodzielnego pro-
wadzenia pracy naukowej przez doktoranta. Praca koncentruje się na innowacyjnych odpowiedziach
na kilka naukowych zagadnień, które łączy wspólny cel: identyfikacja efektywnych sposobów repre-
zentacji danych dla modeli generatywnych. Jest to praca mająca realny wpływ na dziedzinę, co można
zaobserwować w licznych publikacjach autora w uznanych czasopismach oraz na międzynarodowych
konferencjach z dziedziny informatyki. Przedstawione w pracy wyniki bardzo dobrze potwierdzają
słuszność zgłoszonych przez autora koncepcji oraz efektywność ich zastosowania w praktyce. Wszel-
kie uwagi krytyczne, które pojawiły się w recenzji, nie wpływają na moją jednoznaczną i bardzo pozy-
tywną ocenę tej dysertacji zarówno pod kątem oryginalności, jak i wartości merytorycznej. Określenie
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zadań, proponowane innowacyjne metody ich rozwiązania, realizacja badań i kompetencje w formu-
łowaniu wniosków dowodzą, że autor jest świetnie przygotowany do dalszej działalności naukowej.
Bazując na tych przesłankach wnioskuję by mgr inż. Kamil Deja był dopuszczony do kolejnych eta-
pów postępowania. Dodatkowo, ze względu na wysoką jakość publikacji i prestiżowych miejsc ich
zamieszczenia, proponuję wyróżnienie jego pracy doktorskiej.
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1 Tematyka rozprawy
Recenzowana rozprawa doktorska Pana mgr. inż. Kamila Dei dotyczy zagadnień związanych z pro-
jektowaniem, analizą i wykorzystywaniem technik uczenia masuynowego w analizie i przetwarzaniu
danych obraaowych, ze szczegóInym uwzględnieniem metod modelowania generatl.wnego. Prace pod-
jęteprzez Doktoranta skupiały sięzwłaszcza na procesie budowania reprezentacji danych, na analizie
budowanych reprezentacji danych w przypadku zastosowania różnorodnych algorytmów generatyw-
nych oraz na praktycznych zastosowaniach metod generaty.wnych, również w technikach uczenia
ciągłego. UwaŻam, Że tematyka rozprav/y jest aktualna, zgodna z aktualnym nurtem badań i doty-
czy istotnych aspektów uczenia maszynowego - zwłaszcza biorąc pod uwagę ogromną ilość danych
(nie tylko obrazowych), które obecnie pozyskujemy. Opracowane algorytmy są generyczne i mogą
znaIeŹĆ zastosowanie w rozwiązywaniu szeregu praktycznych problemów zwiryanych z analizą da-
nych, tworzeniem systemów wykorzystujących techniki uczenia ciągłego, wizją komputerową i analizą
obrazów, np. medycznycl:r czy satelitarnych.

2 Ocena strony merytorycznej rozprav/y doktorskiej
Rozprawa doktorska jest napisana w języku angielskim i składa się z dziesięcill rozdziałów oraz
bibliografii. Rozdział pierwszy (Introd,uct,i,on) rozpoczyna się od krótkiego wprowadzenia do te-
matyki rozprawy, w którym Autor uzasadnia istotność prowadzenia badańzwiązanych,z budowaniem
reprezentacji danych oraz omawia praktyczne zastosowania metod generatywnych. Następnie, w pod-
rozdziale 1,.7. (Research Questions) Autor przedstawia trzy główne pytania badawcze, które będą
tozwńane w rozprawie - pytania badawcze są precyzyjnie sformułowane i nie są ,,trywialne" . Bardzo
dobrym pomysłem było podzielenie tych pytań, a w efekcie prac Doktoranta na trzy grupy, dotyczące
struktury, zastosowań i konsol,id,acji (w kontekście uczenia ciągłego) wypracowyv/anych reprezenta-
cji w modelach generatywnych (Rys. 1.1,1, str. 15 rozprawy). W kolejnym podrozdziale, 1.2. Thes,is
contribution, Doktorant syntetycznie podsumowuje najistotniejsze aspekty pięciu prac wchodzącvch
w skład cyklu publikacji będących osią rozprawy. Wszystkie z pięciu prac są publikacjami wieloau-
torskimi, a Autor precyzyjnie wskazuje swój wkład w powstanie tych prac - nie ma najmniejszych
wątpliwoŚci, że wkład Doktoranta w powstanie tych prac był kluczowy (ma to również odzwiercie-
dlenie vl pozycji Doktoranta na liście autorów - we wszystkich pracach jest pierwszym autorem), i że
w pełni uzasadnione jest wykazanie tych prac w cyklu. Cztery artykuły, które stanowiątrzonrozpra.-
wy, zostały opublikowane lub zaakceptowane do publikacji na prestiżowych konferencjach (It[eurIPS
2022, trCML 2023, IJCNN 2021, IJCAI 2022 - wszystkie konferencje są notowane w rankingu CO-
RE, odpowiednio: Ax, A, B, A*; 200, l40, 70 i 200 pkt MEiN), z kolei jeden został opublikowany
w czasopiŚmie IEEtr Access (100 pkt MEiN). Jest to również potwierdzenie tego, że metody i wyniki



zaprezentowane w po\ĄIyŻszvclr pfacach \ł,pisują się \Ą, nurt lra.ilro\\,szvch badań z zakresu tec}rnik ge-
neratl,lr,tlycłr i budorvarria (i ana}izy) reprezelrtacji. \\I ostatnim podrozdziale rozdziału pierlvszego.
1.3. Publicatźons not lnclucled i,n th,e dissertatio,n, Autor przedstaił,ia 11 prac. opublikorvanych ]ub
zaakceptorvanl,ch do publikacji na prestiżclu,ł-ch konferencjacir (rn.in. CVPR, Interspeech. ICONIP)
i lv czasopismach (nr.in. Journal of Instrumentatiorr). któr1,,clr bl,ł rł,spółautorelll) a które rrie zostały
rvłączone lv c1,,k1 publikacji będącyc}r trzonem rozpra\\ry. Ponadto l)oktorant poclkreśla, że iest rvspó}-
autorem 130 publikacii. które połr,stał1, rł, rarnaclr \fspółpracy grupv ALICE Col1aboration. Uważarn.
że dorobek publikacyjriy Parra mgr. inż. Karni]a Dei jest irnponującv na tym etapie karierv naukorvej.

Rozdział drugi jest (bardzo krótkirn) wprowadzetrietrr teoretycznym do na,iważniejszych zagad-
nień związanych z terrrat_v-ką rozprallu,y, zwłaszcza z rnetodarni gerreratyrł,nynri. Z kolei w rozdziale
trzecirn, Doktorant przedstarvia syrrtetycznv przegląd literatur1., który starrowi tło prac omarł,ianych
u, rozprar.vie i pozrvala lepiej zrozunrieĆ najistotniejsz1,orl,ginalny ił,kład Doktoranta lł, rozr,ńj rnetod
getreratyrł.trych oraz technik budowania i analizy reprezentacji. W ostatrrim podrozdziale rozdziału
drugiego omówione zostały nrożlirł,ości lł,ykorzystania nrocleli getreratl,wnych w fizvce rvysokich ener-
gii, na przvkład do szybkiej svrnulacji odpotiedzi ka,lorl,rnetrórł,. U."vażam, że jest to bardzo ciekawy
przykład praktycznych zastosowair (których iest zdecydorvanie rł,ięcei) algorytmórv i tec]rnik, nad
którymi przez ostatnie lata pracował Doktorant i jest to dowód na to, że u.yniki tych badań są
istotne i mogą zlaleźć zastosorvanie rł, innvch dziedzinaclr nauki i przemysłu.

W Rozdziałach 4 6, Doktorant szczególou,o opisuje trzy z pięciu prac z otnawianego cy,klu pu-
blikacji [1, 2, 3]. Każdy z rozdztałów rozpoczyna się od krótkiego wprowadzenia, w któryrrr Autor
odnosi się do konkretnego zagadrrierria (lub zagadnień), które był1,162*.o2une w onrawianej pracy.
W rozdziale 4. przedstawiony został nodei generatyrvny. rł, którym arc]ritektura autoenkodera
(typl Sinkhorn) została rozszelzona o dodatkorł,ą sieć neuronou,ą (noi,se- gene,rator). której celem
jest zmapowanie szumu o zadarrej charakterystyce l}a przestrzeń ukrytą wvpracowaną przez auto-
enkoder dla danych rzeczyrł,istych. N"Iotywacja strł.orzenia takiego systemu została jasrro omórviona,
a salna architektura rnodelu gerreratyrvnego, która może zostaĆ wytrenowana rł, podejściu end-to-
end, jest ,,elegancka", przernyślana i szczegółowo uzasadniona w pracy. Opracorvana metoda została
eksperl,mentalnie zweryfikowa,na, z u,ykorzystanien zarór,vno klasl.czlrych zbioróu, O"rr.h-ulĘ6lrll.ch
(N,INIST, CelebA), jak również bardzo ciekawego zbioru sl,mulorł,anyc}r pomiarón, kalorvrnetru. Au-
tor przedstawia analizę ilościor.vą i jakościorł,ą otrzymanych wynikóu, oraz! w sposób przekolrującv,
rł'skazuje zalety opracorvanej nretody i porórvnuje ją z innyrni teclrlrikarni generatvrł,nymi znalrl,mi
z 1iteratury. R'ozdział 5 został poświęcorry badaniom dotyczącyrn metod generatywnych wykorzy-
stujących techniki dyfuzji - w ranrach bada,ir została zrł,eryfikorvana hipoteza rlówiąca o t5,m. że
takie modele rnogą zostać podzielone na dwa główrre komponelrt1, moduł generujący i cldszumia,-
ją"y |3]. Badania te są istotrre zyłł.aszcza w korrtekście furrdarnentalnego zrozumienia tego, w jaki
sposób działają metody generatywrre oparte na technikach dyfuzji. Wyniki przekrojowych badall
eksperynrentalnych wykazały, że taki podział na część generującą i odszumiającą jest nie tylko rnoż-
liwy i uzasadniony, ale :może też pozwolić na poprawę jakości działania modelu generatywnego. N"Ioirn
zdaniem, bardzo dobrym eksperymerrtem było wykazanie, że ,,siła" takiego systemu nie leży tylko
w tynr. że jest on oparty na dwóch modelaclr (w tyrn nypadku typu U-Net) być rnoże warto byłoby
umieścić wyniki z podrozdziału 5.9.7. (z dodatku 5.9.) w główrrym tekście rozprawy. W rozdziale
6., Doktorant kontynuuje opis autorskich badań związanych z metodami wykorzystującymi techniki
dyfuzji |:l], tyrn razem w kontekście jednoczesnego budowarria reprezerrtacji i modelu, np. klasyfi-
kacyjnego. Szereg obserwacji eksperymerrtalnych, syntetycznie opisarrych w tyrn rozdziale stanowi
dobre tło, które pozu,ala zrozumieć tcl, w jaki sposób został zaprojektowany model łączący budowę
replezerrtacji da,rrych i ich kla,syfikację. Istotnl,rn a,spektenr oplacowa,nego systen)u, u. którym erlko-
der sieci typrr U-Net jest rvspółdzielony pomicdzv nrodrrłem generrrjącym i klasyfikac5,jn_"--m iest to.
że może być trenowany łącznie. Wszechstronne badania eksperymentalne pozlł,oliły na przekrojowe
zweryfiko'ł.anie ki]ku istotnych aspektów opracowanej metody, które zostały szczegółou,o omówione
na str. 94 rozprawy. Bardzo ciekarvym i pouczającyn aspektem było zu,eryfikowanie opracorvanych
technik w innych scenariuszach eksperymenta]nych (podrozdziały 6.6.4. 6.6.6.),



F"ozdział 7 stanowi krótki (aczkolwiek treściwy) wstęp do uczetria ciągłego, rł,którynr Autor onra-
wia istniejące podejścia do tego probleI.Tu. zu.łaszcza rv korrtekście tzw. katastloficznego za,poninania
i rrretod generatl,rvnl,ch ł,uczeniu ciągłynr, Uczenia ciągłego dotvczą du,ie kolejrre prace zarvarte \łI cy-
klu publikacji [4, 5], które są omarviane lł.rozdziałach 8-9. W rodziale 8., Doktorant przeclstarvia
autorski algorytm BinPIay, którego celern jest efektl.rł,ne składou,arrie poprzedrrich obserrł.acji, które
nrogą byĆ rvykorzystane w trakcie treningu ciągłego. W pracy zapropono\,vatro bardzo irrteri.srrjącą
metodę ,.regenerowż1l]ia" przl,kładólv ntr podstawie rł,},znaczonego kodu binarnego, dzięki czelnu
rł' przecirvieństwie do inrr1,,ch metod, które \v},,korzvstują techrriki porvtarzania rrauki dla poprzedrrio
zgronradzonyclr przykładóił, treningowvclr przechorł,ywarrych ił, pamięci - wyrnagania panrięc,iorve
metody Bi,nPlay pclzostają stałe (rł,ra,z ze lvzrostenl liczby zadań rv scetrariuszu uczenia ciągłego).
\\rrl,nik1 badań eksperyurentalrryclr. przepror,vadzonych d]a trzech zbiorów benchmarkorvych (\"I\IST,
Fashion N'INIST i CIFAR.-10) jednoznacznie wykazały, że opracowana metoda poz,wa]a na uzyskatlie
wyraŹnie lepszycir q,l,nikóv, zarórvncl od algorvtmów buforujących poprzednie przykłady jak i tych
opartych na rvykorzystanirr rnode]i generatl,wnych. \\hrto podkreśiić, że Doktorarrt przvgotorł,ał rna-
teria,ł filmowy. który w prz5,stępny i ciekarł,1. sposób opisu.je sposób działania algorytmu BinPlag.
W rozdziale 9., Autor szczegółorvo omawia metodę Multi,band VAE,której celem jest ,.konsolidacja"
wiedzy \ł'ypracowanej rv scenariuszu uczelria ciągłego, w której trening został podzielorry na ..loka]-
n1,"' i ..globah),". Warto zalważ7,ć, że zaproponov",ano również nolł,y, bardziej realist1,6z1l,scenariusz
uczenia ciągłego jest to niezrvykle istotne rł,kontekście przekrojorł,ej rvalidacji metod uczenia cią-
głego, które rrriałyby zostać wykorzystane rł, praktyce. Badania eksperyrnelrtahre objęł1, nie tylko
klasyczne zbiory benchnarkowe (u.},korzł-stanie wyłącznie zbiorów benchmarkorvvch rvywołało nrój
pervien niedosyt rł, przypadku algorytrnu BinPlay), ale także zbiór zarł.ierający synrulowane ponriary
kalorynretru. \\ryniki badail ekspervnrentalrrych. które r,vykazały przewagę opracowanego podejścia
nad innymi znanynri z literatury, zostały szczegółowo ornóu,ione przez Doktoranta.

W ostatnim rozdziale 10. Autor podsumorvuje r()zprarĄlę. Doktorant precyzl,jnie i jasno otnawia
aspekty badawcze zwtązane z terrratyĘ rozprawyJ które mogą (i najpewniei będą) eksploro\&,ane
rv najbliższym czasie.

UrvaŻatn, Że prace, które zostały zarł,arte w cyklu publikacji będącyni osią rozprawy zostały dobrane
bardzo dobrze i odzwlerciedlają przekrojowość badań prorvadzonych przez Pana nrgr. inż. Kamila
Deję t'szystkie prace nierytorycznie ocerriarn niezrł,ykle rvysoko. Na szczegóh]ą uwagę zasługuje
teŻ fakt, że udostępniono inrplementacje opracowywanyclr algorytmów, a wszystkie z omarł.ianych
scenariuszy eksperymentalrrych były przemyślarre, bardzo dobrze zaprojektowane i ,.rygorystycz-
ne". N,Ioim zdaniem zapewrrienie reprodukorł,a]ności i przekrojowości ekspervmentów .jest obecnie
niezwykle istotne, szczególnie t, kontekście tzr,v. ,,kryzysu reprodukowalności" badair związanych
z uczenietn maszyllo§,ym, z którym obecnie musimy się mierzl.ć [6, 7]. Nie mam wątplilł,ośc;, że
Doktorant jest bardzo dobrze przygotowany do tego, żeby prowadztć dalsze badania zrł,iązane (nie
tylko) z uczeniem głębokim rra światowym poziomie oraz żeby obiektywnie, rzetelnie i przekrojo-
wo przedstawiaĆ ich wyrriki (lv rozprawie wie]okrotrrie możemy przeczytać, że rł.ybrane przykłady
są ,,non-cherry-pickr:d"). Rozprar,va doktorska prezentuje zarówno szeroką wiedzę teoretyczną jak
i praktyczną Doktoranta rv dyscyplinie Informatgka Techn,iczna i, TeLekomuni,kacja.

2.I Pytania i uwagi
\\r trakcie lektury rożprawy nasunęły, nri się następrrjące pytania i uwagi:

1. Delikatnie niefortunnym sformułowaniem jest ,.The Ph,D Candid,ate, a,s the first o.ttthor,, plallerl
a key role i,n de,uelopźng and implement,ing the analysis and the proposed method," (w podroz-
dzlale 1,2.2.). Być może lepiej byłoby rrapisać ,,Th,e PhD Canr]t,date, a,s the fi,rst r1,1tthor, plalled
a key role in de.uelopi,ng and źmplementing the rnethod, and in deuelopi,n,g and conducti,ng the
analysi,s." ?

2, Zatważy,łem, że Autor ma tendencję do użyrvania przymiotnika ,.noLtel" w odniesieniu do swo-
ich prac. Zdecydot,anie zgadzam się z tynr. że wyniki badań i nretcldy przedstawione rv pracach



5.

9.

10.

8.

są trowatorskie. ale unikałbyrn użyrvarria takiego sformułolvania (ieśli prace są ,,nowatorskie"
to ,,łlrolrią się" sanre tak jak łv przl,pariku prac Doktoranta. a jeśli nie są, to doclanie tego
przvrrriotnika tego nie zrnielri),

\\r pracł,niejscarrri pojarviają się niejasne sfornułorvania -"na przykład rł.Tabeli 3.1.1,, czy-
tanrr' (cila VAE), że dla tej metod\r nożemy zaobserrł,ować ,,Limit,e,d perforrnance on comple,a
clatasets" (str. 33). Co dokładrriej Doktorant nla na rrryśli przez .^li,mi,ted" i ,.compler" (ijak
zdcfiniorł.ać/occnić. c:zy zl>lór jesl,,compler" )?

Dlaczego Autor zclecydował się, 1. podrozdziale 3.1.5., rra zaprezetltowanie przykładowych wy-
ników zawartych akurat w pracy Dirrg i in. (2018)? Whrto byłobi, także nieco dokładniej ornówić
zaprezentowany przykład (i to. ctl z niego wvnika).

W rozprarł,ie Doktorant umieścił rl,sunki, które czasa,lrri są trudne (np. Rl,s. 3.1.2.) lub prak-
tycznie niemoŻ]iwe (np. Rl,s. 6.6.3.) do odczytania. Prezentacia wizua]tra rrie tylko rvl,nikórv
eksperynrenta}nycłr, ale także opraco\,vywanych tnetod jest bardzo istotna, bo może u,yraźnie
ułatwiĆ (Iub rv tynr wypadku utrudnić) czytelnikorł,i przl,srvojerrie naistotniejszy,ch treści, które
chciałby przekazać autor tekstu. \\,Iarto podkreślić, że rysurrki umieszczone w pracy przedsta-
witlją bardzo lstotne i ciekałve aspekty. badaii , tvm u,iększa szkoda, że rriektóre z nich są

,,słabej jakości".

Pcwnvm tlankarnentem lozplawy .jcst to. że Arttor rrie rtmieścił w nici formalnvch deflnic.ji
metrl,k, które zostały rvvkorzl,stane rv ba,daniaclr ekspervmentaln1,,ch. Przykładou,ol \\r przy-
pladkrr metrl.ki FID (FrÓchet Int:elltir;n Distant;c). Doktorant orlu,ołtrie się clo pracy llerlsela
i in. (2017), Moim zdarrierrl lepiei byłobl,fbrma]nie zdefirriorł,ać wszystkie metryki użl,te rv roz-
prarr.ie w oddzielnym podrozdziale, który podsulnorł,ywałby scenariusze eksperytrienta]ne, Po-
clobrrą urł,agę możtla sformułorvać odrrośnie zbiorólv danych, które zostały użyte lł, pracy
umieszczenie iclr opisu i charakter_v-stl,k (z podziałetn na podzbiory treningowe, rvalidacyjne
i testowe) rł,oddzieln1,,m (pod)rozdziale nie tylko ułatrł.iłoby 1ekturę pracy, ale także rnogłoby
pomóc w urriknięciu porł,tarzania tych samych, lub bardzo podobrrych opisólł, kilka razy.

Na str. 69 (rv podrozdzlale 5.7.2.) czyŁalny :..1n all cases, the performance of DAED i,s com-
parable to the DDGM if ue repl,rl,ce th,e DAE wźth, up to th,e 10% of the steps th,at corre,spond
to log(SNR) is erlur1,I to around, l. For more complicated datasets li,ke CIFARL0 and CeIebA,
.fe,uer ste,ps co,uld be repLaced. Tłt,is effer:t co,uld be elpla,irled b11 the fact that irnages in these
datase.ts haue th,ree channels (RGB), and remot,ing noise is more problematic." czy Autor
podiął pr'Óbv eksperyrnerltairrej rveryfikacii terr hipotezv (poza alalizą rvyrrikót otlzytnałtyc}r
d]a FashionN,fNIST, CIFAR1O i CelebA)?

Ocena jakościow,a wyrrików działania (obrazów wvjściowych) jest nietrywia]na nie tylko u, przy-
padku rnetod generatyrł,nych. Autor, na str. 70, zalważa: ,,It seems that there i,s a sweet spot
Jor percel1tuallg apyleali,ng źmages that contaźn detaźls and are "smooth" at the same ti,me, see
6l :0.025 in Figure 5.7.3, Howeuer, rl,s źt is typically dfficult to prou,ide conuincing arguments
bg stari,ng at sampLes, we further propose to anr1,\yze quanti,tatźl]e measLffes." być może cieka-
wą opcją byłob5, przeprorł,adzenie eksperymetrtu Mean Opinion Score, który mógłbi, pozrł,olić
zobiektyr.vizowaĆ analizę jakościorvą otrzymywanyc}r obrazów (i mógłby być uzupełnienienr
analizy ilościotej, jak np. w [S])?

Na str. 70 czytamy: ,,In Appendi,r 5.9.7 ule show that increasing the number of parameters
of DDGMs to be comparable to DAED does not lead, to s,ignźfi.cant performa,nce źrnpro-
'Uernents." czy Autor rozwaŻał przeprowadzenie testów statystvcznyclr, które mogłyby po-
twierdzić tę obserwację?

W podrozdziale 6.6., Autor podkreśla, że z,"verl.fikorł,ana zostanie odporrrość klasyflkatora (.. I4le
rlLelsur'e the qllaL,it,g of u classifier to eualuate ,uhether trrlining tclgetlLer, ,with a diJJ|usion ntodel
i,m.proues t,he robusl,n,ess of th,e, classi,fi,e,r." ) co dokładniej Autor rozumie przez ,,robLlstness"
w tym kontekście?
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Dlaczego rł.Tabeiac]r 6.6.1. i 6.6.3. brakuje u,y,nikór,v eksperymerrtalnvch dla niektóry.ch metod
z ]iteratury dla wybrarrych zbiorólł, dalrych? Cz1, rł,nr.i;u to z tego, że lvyniki eksperynrentalrre
zostały bezpoŚrednio zaczerpnięte z odporviadającvclr inr prac'/ Nfoim zdanierri taĘ infornl:rcję
warto byłoby zawrzeć lł, tekście rozpra\^ry.

Na rys. 6.6.1. rł,arto byłoby zazlaczyć, np. poprzez zaszarzenie tła panelu, obszar ł-ykresu dla
a € [100.500], ponieważ Autor u,skazuie (na str. 96), że rł,artości obu metry,k są wysokie dla
tyc}r wartości hiperparametru a, a więc te rł,artości lriperparametru rr są istotne.

W obecrrej wersji nrodelu (rozdział 6.5.), Autor u.ykorzl,stuje auerage pooling do łączerria cech
ekstrahorł,arrych przez różne poziomy sieci U-Net. Doktorant słusznie zaurvażył, rv dodatku
6.8., że istnieją inlre opcje, które mogłyby zostać wykorzystane do tego celu czy opróczpod-
stałr,owych podejść. takich jak mźn/mar poolźng, Arrtor rnógłł)y zaproponorvać inne techniki,
które mogłyby zostać wvkorzystane?

Na str. 89 Autor podkreśla, że * d]a opracowanycłr reprezentacji - zostały rł,ytrenorł.atre nrodele
kjasr-fikacr,,irre dla rł,szystkich 40 atrybutów z<,. zl:it>t,tt CelebA. Wvrriki klasyfikacii są iednak
pokazane t,1,lko dla 6 atr5,butólł,(będąci.ch klasami rv przypadku klasl,fikacji) w,jaki sposób
został1, rvybrane te atrybuty? podobrre pytanie nozna sforrnułorł,ać dla przykładu zaprezento-
wanego na R5,s. 6.8.3. w jaki sposób zostały r,vvbrane te atrybuty? Czy są z jakiegoś porł,odu
,.ciekarvsze" od pozostałvch?

Chciałbynr poznaĆ opirrię Doktoranta tra temat r,vykorzl,stania opraco\ł,anych metod w innych
dziedzinaclr, np. rv rnedycynie lub w analizie i przetwarzaniu danych satelitarrrych. czy rnożli
we byłoby rvykorzystanie opracowanyclr nretod uczenia ciągłego na urządzetrlaclr brzegorvych
z ograniczeniarni sprzętorł,yrrri (np. rra pokładzie satelity obrazującego powierzclrnię Ziemi,
któr1, miałby - w sposób ciągły dostosowyt,ać swoje działanie do norvvcjr zadafr)?

3 Ocena strony formalnej rozprawy doktorskiej
3.1 Ocena układu pracy i uwagi redakcyjne
Generalnie układ rozprarł,y doktorskiej jest popra;rł,n1, i logiczny, a kclle.jrre rozdziały, rł,prorvacizają
czytelnika lv najistotrrie.isze aspekty prac Doktoranta. Naieży podkreślić, że napisarrie rozprałvr,. która
syrrtetycznie podsumorvuje cvkl publikacji. które są jej trzonem rrie jest łatwe. Autor lrie ustrzegł
się pewnl,ch uchybień, o których wspomniałem w innych częściach rriniejszej recenzji. Oprócz tego.
rriektóre fragmenty rozprawy są kopią niektórr,,ch elementów publikacji z cyklu, co samo rł, sobie jest
jak najbardziej uzasa,dnione, ale Doktorarrt skopiot,ał te fragmerrty z błędani, np. interpunkcljnyrni
(.p. * abstrakcie na str. 45 rozprałvy czytamy: ,,Our method ouĘlerJorms competino approaches on
a challenqing dataset of simulatiort data from Zero Degree, CaLorimeters of ALICE ertrleriment i,n
LHC. as well as stanclard benchmarks, such as MNIST and Cele.bA.". Czasami Autor odwołuje się
d" ły.""kÓ* urnieszczonych t, innych pracach - np. na str. 63 czytamy ,^Ho et at. (2020) noti,ce that
DDGMs can be beneficial t'or lossy compression. obseruing (Fi,gure 5 źn (Ho et al., 2020)) tlLrl,t most
of the. bi,ts (...)", a na str. 65: ,,To be clear, ue aTe not,interested in hou much each, step of a DDG]|/I
contributes to the fi,naL objectlue (e,q., see L'lgure 2 in (Nichol and Dharzwa\,2021)) but rather
(. . . )". Moim zdaniem korzystne byłoby urnieszczenie takich rysunkóv, (lub rysunków inspirou.anych
wspomnianymi pracarni) w rozprarł,ie, aby ułatił,ić jej lekturę. Z kolei inne fragmenty rozprawy są
nieco ,,tradmiarot,e" i powtarzające się, np. te dotyczące istniejących algorytmów uczenia ciągłego
cz1,, opisu zbioru danych ,,Real life CERN dataset".

3.2 Ocena zastosowanego piśmiennictwa
Bardzo obszerna bibliografia zawiera około 280 pozl.cji, które zostały uporządzkorł,ane alfabetycznie.
Dobór prac jest zdecydowanie poprawny i jest jednynr z dowodów na to. że Autor rozprawy bardzo
dobrze orientuje się rv aktualrrym nurcie badań związanych z budowaniem reprezentacji, metodarni



generaty§,ilynri oraz uczenierr głębokirn rv ogólrnści (lł, pracy lrlożetlv rówrrież zrale,ź(: ochriesienia
do prac z 2023 r.). \V trakcie analiz1, rvvkorzystanego piśrnienlrictwa zaurvażyłem iednak perł.rre
rrchybierria:

o W bibliclglafii rrrożernr. nlaleź(. rvpis1,, które się pot,talzają (diategcl rvyżej rł,sporrtniałelll. że
lł,spisie znajduje się ,,około" 280 pozycji), np. Goodfellow et al. (2014a) i Goodfellot et
al. (2014b), Grathr,voh1 et al. (2019a) i Grathrvclhl et al. (2019b), Kirkpatrick et al. (2017a)
i Kirkpatrick et al. (2017b), Lecrrrr et al. (i998) x2.

o Autor powinierr zwrocić uwagę na poprawne 11,ykorzystanie wielkic}r 1iter. np. Alice, gan, mcmc,
Vae, Ieee wystarczyłoby wykorz1,,stać komerrdę title={{My titre}}.

o W bibliografii są wpis1, niekompletne, rł, których brakuje np. stron. Braklrje także spójności
zapisu rrazt, korrferencji rriektóre są zapisane tylko skrótern: IJCNN, irrne pełrrą lrazwą: IE-
trtr/CVF Conference on Cornputer Vision and Pa,ttern R,ecognition, a:eszcze inne pełną llazł,ą
ze skrótenr: 2021 Irrternational ,Joint Conference on Nerrral Netrł,orks (IJCNN).

3.3 Uwagi redakcyjne
Rozpralva jest rrapisana, w przeważającej części, starannie, a tekst rozpralvy iest poprawny pod
\Ą,zględem językolvym i st1,listyczrrym. \\l pracy nrożrra jedrrak zalważ"vć następujące uchv-bierria,
które jednak nie w,pływają negatywnie na odbiór tekstu - poniżej szczegółorvo przeclstawiarrr uchy-
bierria i błędy, które zaulvaż1,,łem w trakcie lektury rozpra]Ń,y:

1. Autor tlaprzerniennie używa pisowrri brytvjskiej i arrlerykalrskiej, np. regula,r,isation i re,qulari-
zati,on (str.16), parałneterised (str.87) i parameteri,zed (str. 61), ,,€,.9,'' i ,,€.9.,", ,,behau,iolL,r"
i ,.behaui,or" i wiele innych. Najper,vniej wyrrika to z tego, że niektóre z artykułów, które zostały
zawarte w rozprawie bl,ły napisane z wl,korzystarrienr pisowrri brytyjskiej, np. [1], a niektóre
z u,ykorzystarrien pisolł,ni arnerykalrskiej. np. [2].

2. N'Iożna zalważyć, że Autor rv wielu rriiejscach niepoprawnie wykorzystuje kornend1, cite oraz
citep. Przykładowo, zamiast ,,As a result, to obtain discrete log-likeli,h,oods, ue consi.der th,e

dźscretźze,d (binned) Gaussian c:onr]źtźonal li,keli,h,ood Ho et al.(2020)" na str. 29 porvinrro być
,,As a reslllt, to otltrl,in di,screte log-likelihood,s, we consi,der the, dźscre,tized (binnecL) Gr1,1l,ssżan
condi,ti,onal lźkelźhooćL ( H o et al. ( 20 20 ) )" .

3. W podpisie rvsunku 4.4.2. n<>żony przeczytać ,,(. . .) Our solutźon (bottom) generates (. . .)"
rv przl'padku tego rysunku nie ma ,,bottom" (rysunek zr:stał zaczerprrięty z pracv [1], w któ-

rej rzeczl'rviŚcie wykorzystanie tego sfornrułowania jest uzasadnione, porrierł,aż elemeŃy tego
rysunku są w niej irraczej rozmieszczone).

4. Autor pot,lnien zwtócić uwagę na spójność pisowni wielką i rnałą literą, rrr,in. w tytułach
rozdziałó-"v i podrozdziałów (rrp. 1.1. Research Questi,ons i 1.2. Thesźs contri,buti,on). ale także
w tekŚcie rozprawy (rrp. vae, VAE, wasserstein, Whssersteirr, itp.) cży ]Ń, podpisach rysunkó\Ń,
i u, sarnyclr rysunkach (np. t-SNE i TSNE na Rys. 3,1.3).

5. Doktorant rrie ustrzegł się literówek i inrrych błędórł, językowych: ,;sźnge" (str. 26), .,of a stan,-
dard GANs" (str.32), ,,Ou,r approrlches alleuźates" (str.35), ,,auoencoder" (podpis rysunku
3.1.3., str. 38), ,,(. ..) of ALICE erperiment in LHC. as uell as (...)" (str. 45), ,,latente" (str,
52), ,,whi,le źt's energy and, momento (. . .)" (str. 53), ,,Well train DCGAN" (str. 55), .,class-
fer" (Rys. 6.4.2, str. 89), ,,in the algori,thm Algorithm -1 " (str. 93), ,,trle c:an .focus on seueral
trai.nźng exantples that cart. encoded (...)" (str. 118), rozmiar obrazu dla zbioru CIFAR-10 po-
wnien byĆ 32 x 32 (str. 128), ,,such split lead" (str, I44), ,,nerual" (str. l57), ,,leranirlg" (str.
155 }.

6. W pracy występują niepotrzebne rł,cięcia, m.itr. na str. 27 (po wzoIze 2.4), nastr. 51 (po wzorze
4.5),



7. Zarniast np. 5x5 lepiej byłoby napisać 5 x 5.

8. Zaurł,ażyłem błędy w niektóryclr skrótaclr. np. DEAD na str.67 (zarrriast DAIID). Ponrocne
byłoby urnieszczelrie) np. we wstępie rozpra\łr},J tabeli ze skrótarrli i syrnbolarni rł,ykclrzystanymi
rł, rozpra:wie , znacznie ułatrł,iłoby to lekturę pracy, Autor ptlr,vinien te,ż zwróciĆ urł,agę na to,
że każdy skrót porvinien być zdefiniorł,any plz_t- pierrł,szvm lrżr,cirr, nawel jeśli jest .,or;z.vrvistr."
(np. N,ILP).

9. Pogrubierrie najlepszych wynikórł,rł,e wszystkicir tabelaclr, np. w tabelach 5.9.1 -- 5.9.3 pt>
zrvoliłoby szvbcicj zidentyfikorł,ać czytclrrikou,i rra.jlepsze alg<lrytury (lub rrailepsze wariarrtv
algorvtmów) porówlryrł,ane ."v rarrrach tabe]i.

10, \\,'pracy rnożemy zalt-ważyć niedomknięte rrarł,iasy, rrp. rł,podpisie rysunku 5.9.1: .,(c) CelebA)",
brakujące lub niepoprawne znaki interpunkcyjneJ np. ,.(. . . ) explanations rvit}r a diffusion mode
In tlris r,vork, (... )" (podobnie rra str. 137).

11, Doktorant powinien zwrócić uwagę na kolejrrość odnoszerria się do tabel i rysunkót z tekstu
rrp. rv sekcji l.]. Erperźmen,ls. lrajpierrv omarviany jest rysurrek 4.4.1. (na str. 53), który

pojawia się rla str. 54, a dopiero później tabela 4.3.1 (na str. 55), która jest urnieszczona na
str.53.

12. Na str. 75 (rv podrozdziale 5.9.2.), Autor odsyła czytelrrika do sekcji 3 najprawdopodobrriej
jest to pclzclstałość z tekstu publikacji (rv [2] istotnie odrriesierrie do sekcji 3 jest uzasadnione).

13. Wszystkie osie powirrrry być podpisane (rrp. na Rys.9.6.2.,9.6.5..9.6.6.).

Porvl'ższe uchybienia nie rvpłyrvają rra mój bardzo pozytywny odbiór rozpra;w}.doktorskiei.

4 Konkluzja
Z pełnym przekonanietn strł,ierdzanr, że recenzowana dysertacja Pana mgr. inż. Karni]a Dei speł-
nia wynragania stawiane rozpralńIoln doktorskirn przez Ustawę - praca prezentuje ogólną n,iedzę
teoretl,czną Dypl<lmanta rv dvscyplirrie Informatyka Techniczna i Te]ekomunikacja oraz umiejętność
sarriodzielnego prorł,adzenia pracy traukorł,ej, a przedniiotem rozprawy doktorskiej iest oryginalne
rozr,viązanie precl,zl,jnie zdefirriowanego problernu naukorł,ego. W zu,iązku z porł,1ll52yp, wnioskuję
o dopuszczenie mgr. inż. Kamila Dei do dalszych kroków procedury uzyskania stopnia
doktora nauk technicznych,

Ponadto, biorąc pod urvagę bardzo $,ysoką jakość prowadzonych badań, ich przekrojorł.ość, innowa-
cyjrrość i istotność opracowanych technik i algorytmórv oraz bogat1, dorobek pubiikacyjny Parla rngr.
inż. Kamila Dei, rekomenduję wyróżnienie rozprawy doktorskiej.
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1. Setting & Motivation

Generative models are an increasing important topic in modern AI and already have
consequences for broader society. Models such as GPT and Stable Diffusion have
demonstrated and forced us to consider the full range of benefits and dangers
presented by generative models. For example, the benefits range from new creative
technologies to automated assistants capable of a wide range of tasks to help with
scientific discoveries. The harms are numerous as well: the generation of false news
and mass propaganda, disrupting fair evaluation in education, and the careless
violation of privacy and copyright. Autoencoder- and Diffusion-based architectures
represent two of the most popular architectures in modern generative models. This
dissertation does important work to understand (i) the information / structure
encoded in the latent representations of these models, (ii) the wider utility of the
representations, and (ii) the stability of the representation / its information when the
model is fine-tuned on additional or different data. Topic (iii) will be especially
important in the near future as people wish to apply foundation models to an
increasingly wide range of tasks by way of finetuning. The dissertation respectively
terms these three topics as “structure”, “applications”, and “consolidation”. Overall, I
find the dissertation timely, well-motivated, and in conversation with the research
frontier in terms of both applications and theory.

2. Novelty and Impact

2.1 End-to-End Sinkhorn Autoencoder

The contribution of the End-to-End Sinkhorn Autoencoder with Noise Generator
(E2E-SAE) is to essentially define two encoders, one that maps random noise into the
latent space and another that deterministically maps the sample into the same latent
space. This presents a clever way to separate representation learning from the prior,
as representation learning can happen on the deterministic path. Moreover, when
combined with the stochastic encoder, the architecture still remains a proper
generative model, as the deterministic encoder should generate outputs that follow



the aggregate prior implicitly defined by the other encoder. Moreover, this prior is
also updated by the Sinkhorn loss for extra flexibility.

The model is clearly useful and competitive with the state-of-the-art, as
demonstrated by the experiments that range from image to calorimeter generations.
Thus, the model is clearly meets the bars for impact and novelty. My primary critique
of the methodology is in regards to its ability to perform representation learning. I
thought this was the primary motivation for the dual encoders, as described above,
but I do not see any results that analyze the method’s ability to perform good
representation learning.

2.2 Analyzing Generative and Denoising Capabilities of Diffusion-Based Deep
Generative Models

Diffusion models have achieved impressive success in their ability to generate
high-quality, realistic, even seemingly creating images. While they are foundationally
well-defined and understood as a continuous diffusion process, their computational
pipeline consists of 1000+ steps. Unlike precursors models like VAEs and GANs, the
subcomponents of diffusions models—if they even exist—-are hard to identify, let
alone determine their role in image generation. This work aims to address this open
problem, understanding the role of groups of steps of the diffusion.

In what I consider to be the highlight result of the dissertation, empirical analysis is
conducted to show that diffusion models have two distinct phases: a generation
phase and a denoising phase. The former is comprised of the first 80-90% of steps
of the model, meaning that the model uses most of its capacity to translate noise
into a structured image. The remaining 10-20% of steps are used to denoise the
image in a fairly input-agnostic way. This perspective is further validated by
successfully replacing the denoting steps with a denoising autoencoder, showing
that this modular structure is indeed present. My only comment on this work is that,
while the work on Generalized DAEs by Bengio et al. [2013] is mentioned, I thought
their proposed ‘walk-back' training procedure might be quite related to the proposed
DAED model, as it also applies several steps of noise to the input before passing it
into an autoencoder.

2.3. Learning Data Representations with Join Diffusion Models

This work continues the theme of probing and understanding diffusion models,
further investigating the information contained in the intermediate states.
Specifically, this work considers defining a joint distribution (so called ‘hybrid model’)
that models both the features and a label, thereby doing both unsupervised density
estimation as well as classification. The authors propose a clever, U-Net-based



model that sits in the middle of the diffusion process—not at the end, like previous
approaches have done—and transports the intermediate states across the levels of
the ‘U’. The classifier can then use the features obtained at various points of the
diffusion. Impressively, this model demonstrates all of the characteristics that a
hybrid model promises: pure classification and generation, semi-supervised learning,
and transfer learning. Moreover, the authors do this with a sensible, natural
objective, not needing the ‘hacks’ that previous models have needed to balance
generation and classification.

2.4. BinPlay: A Binary Latent Autoencoder for Generative Replay Continual Learning

Continual learning (CL)—the ability for a model to learn from a stream of new tasks,
just as humans do, yet still retain past information—is a hallmark goal of artificial
intelligence. Generative replay is a popular technique for CL, allowing the model to
revisit previous important datapoints so as to not forget the information they
provided. The work described in this section presents an interesting and practical
take on the problem by formulating a generative model with a discrete latent space.
Binary codes representing past data points can be stored and then fetched and
passed to the decoder to obtain the full feature vector, which then can be passed to
the classifier for replay. The experiments demonstrate strong classification
performance in the CL setting and also report the memory footprint, verifying the
motivation to use binary codes. While beyond the scope of the work, it would have
been interesting to see the work better exploit the strong structure of binary codes
to, e.g. organise the latent space into semantic concepts or some other hierarchy.

2.5. Multiband VAE

In this chapter, the dissertation describes a new procedure for unsupervised CL in
which a local model is first trained on the task and then a global ‘translator’ model
aggregates the local encodings. The motivation for such an approach is to cope
with catastrophic forgetting—a key problem when performing CL. In short, the
translator is trained with replay in order to prevent such forgetting. The experiments
demonstrate that the model is competitive-to-superior to other SOTA generative CL
models (in terms of FID score). This demonstrates the utility of this sensible
approach. My only critique is that I wonder if such an approach will be less sample
efficient, especially for later tasks, as the model cannot use information from
previous tasks to help with learning later tasks.



3. Evaluating the Written Document

Overall, the document is in the appropriate format, providing the necessary context
and background information before diving into specific works in the middle chapters.
The document closes with a summary and research questions for future work, which
are appropriate, if a bit short-sighted. I have only two remarks for improvements:
Regarding the E2E-SAE model, I found the description rather algorithmic in that it
describes what the model it doing in a procedural manner. However, I think a more
conceptually ‘cleaner’ presentation is to separately define the generative model, the
inference model, and the training procedure. This makes clear when one could make
alternative choices for each of these building blocks. Secondly, the switch to
continual learning is somewhat abrupt. Perhaps this could be better integrated into
the background on generative models. Alternatively, it could be kept in its current
place but with more, earlier discussion about the connections between generative
modelling and continual learning (what’s currently in 7.2). Yet, in summary, I found
the dissertation a pleasure to read. See the appendix for detailed comments on
minor points.

4. Conclusions

The reviewed dissertation of Kamil Deja, MSc., meets the requirements for doctoral
dissertations by the Act on Scientific Degrees and Academic Title of 14 March 2003
(Journal of Laws No. 65) as it presents novel, impactful concepts that push forward
the discipline of Computer Science. This fact is further supported by the prestigious
and selective venues in which the dissertation’s material has already been published
(e.g. Neural Information Processing Systems 2022, International Joint Conference on
Artificial Intelligence 2022). Any critical remarks presented above should not detract
from my incontrovertibly positive assessment. I request that the doctoral degree be
awarded to Kamil Deja, MSc, and due to the prestige and impact the work has
already gathered, I recommend the degree be awarded with honors.

Please do not hesitate to contact me at e.t.nalisnick@uva.nl if you have any further
questions.

Sincerely,

Eric Thomas Nalisnick, PhD



Appendix: Detailed Remarks

p 13: “Normalising flows (Rezende and Mohamed, 2015) and Glows (Kingma and
Dhariwal, 2018) are explicitly trained to map original data samples into a
lower-dimensional manifold through invertible operations”: Firstly, Glow is a type of
normalizing flow, and secondly, I find the statement “map…samples into a
lower-dimensional manifold” a bit misleading since flows preserve dimensionality.
This does happen by introducing inductive biases such as multi-scale architectures,
but the core mathematics does not allow this.

Eq 2.1, 2.2, 2.3, 2.4, and others: loss functions / optimization objectives should
usually be written as functions of the parameters that one would optimize (theta and
phi, in this case 2.1)

p 26 “we cannot simply propagate a gradient through a random node.”: This is an
overstatement since the reparameterization trick wasn’t the first method to
differentiate through samples. For instance, Kingma & Welling could have used the
existing score function estimator (REINFORCE). The contribution is more of
providing a practical, low-variance gradient estimator (with the plus that, when
combined with the variational approximation, made the overall computation graph
look like an autoencoder).

p 28, 48, 61, 85, and others: You give several references in NAME [YEAR] format but
look like they should be in [NAME, YEAR] format.

p 34: The reference to my paper should be ICLR 2019, not 2018. Moreover, I’m not
sure my paper is the best one to cite when describing the effect of the aggregated
posterior. My contribution is more about the aggregated posterior’s effect on OOD
detection. I first learned about the aggregated posterior from the VAE papers that
re-write the ELBO to include a KL term between the aggregated and per-data-point
posteriors, for the purposes of representation learning. This was also discussed in
the VampPrior paper, which pre-dates my ICLR 2019 paper.

Eq 4.3 and 4.4: Could be written in one line instead of two.

Eq 9.1, 9.2, 9.3: These expressions should be set equal to something


